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schen Messgr ö  ß en diese Analysemethode be-
nutzt, da so St ö rgr ö  ß en und weitere Einfl ussgr ö -
 ß en ber ü cksichtigt werden k ö nnen. Dabei wird 
in der Regressionsanalyse untersucht, inwiefern 
Auspr ä gungen einer abh ä ngigen Zielgr ö  ß e sich 
erkl ä ren lassen durch die Auspr ä gungen einer 
oder mehrerer unabh ä ngiger Variablen. Somit 
k ö nnen Modelle aufgestellt werden, um interes-
sierende Zielgr ö  ß en anhand bekannter Mess-

 Einleitung 
  &  
 Eine der Erfahrungen in den Methodenzentren 
der Rehabilitationswissenschaftlichen Forschungs-
verb ü nde in den letzten Jahren  [1]  bei der Be-
treuung der Analyse rehabilitationswissenschaft-
licher Studien ist, dass die Regressionsanalyse bei 
der Auswertung oft zum Einsatz kommt. H ä ufi g 
wird zur Kl ä rung von Zusammenh ä ngen zwi-
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  Zusammenfassung 
  &  
 In der rehabilitationswissenschaftlichen Litera-
tur werden Jahr f ü r Jahr Studienergebnisse be-
schrieben, die auf Ergebnissen aus Regressions-
analysen beruhen. Der Einsatz dieser Regressi-
onsmodelle erfolgt aber selten f ü r die Diagnose 
oder Prognose des Patienten-Outcomes. Dies 
liegt in vielen F ä llen daran, dass die sinnvolle An-
wendung im rehabilitationsmedizinischen Alltag 
oft nicht untersucht wurde. Eine gute Modellie-
rung des zu untersuchenden Zusammenhanges 
kann nicht immer auf weitere Patienten  ü bertra-
gen werden, da sich diese hinsichtlich wichtiger 
Variablen unterscheiden k ö nnen. Deshalb ist es 
notwendig, Untersuchungen in Bezug auf diese 
 Ü bertragbarkeit durchzuf ü hren. Dies wird als 
Modellvalidierung bezeichnet. Wesentlicher As-
pekt der Modellvalidierung ist die Untersuchung 
des Vorhersagefehlers, der durch eine zu optimi-
stische Sch ä tzung der Regressionseigenschaften 
erzeugt wird. Dieser Effekt entsteht durch die 
zweifache Nutzung des Datensatzes, einmal zur 
Modellentwicklung und dann zur Beurteilung 
der Eigenschaften. Dieser systematische Feh-
ler (Bias) wird im Beitrag genauer beschrieben. 
Dar ü ber hinaus wird eine  Ü bersicht  ü ber m ö g-
liche Validierungsmethoden wie Kreuz- und 
Bootstrap-Validierung gegeben. Ein Vergleich 
der Verfahren und ein Beispiel schlie ß en die Be-
schreibung ab.  

  Abstract 
  &  
 In rehabilitation research regression models 
are often used in analysing the effects of seve-
ral independent factors on important outcomes 
in rehabilitation. But the results of such models 
are rarely used in rehabilitation practice for di-
agnosis or prognosis of patient outcomes. The 
main reason for this is the fact that the applicabi-
lity of such models for new patient data is often 
unknown. A good fi t of the model with respect to 
the data used in modeling does not guarantee a 
well-fi tting model in the future. Thus, it is neces-
sary to examine the performance of the model 
for new patient data. This examination is called 
model validation. The main aspect in model va-
lidation is the investigation of the prediction er-
ror caused by a too optimistic estimation of the 
model parameters. This prediction error is due 
to the twofold use of the data set: for estimating 
the regression coeffi cients  and  for examining the 
model fi t. In this paper this error is discussed and 
the main methods for regression model valida-
tion are presented. Finally an example illustrates 
the effects of model validation for prognostic 
purposes in a logistic regression model estima-
ting the risk of early retirement after in-patient 
rehabilitation.         
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werte sch ä tzen zu k ö nnen. In der Literatur werden zwar die Er-
gebnisse von Regressionsmodellen beschrieben, aber deren Ein-
satz zur Sch ä tzung der Zielgr ö  ß en in der realen Anwendung er-
folgt eher selten  [2] . Man verl ä sst sich bei der Diagnose, Thera-
pieempfehlung und / oder Prognose eines Patienten lieber auf 
andere Informationen als auf einen so berechneten Modellwert. 
Dies liegt in vielen F ä llen daran, dass die sinnvolle Anwendung 
im rehabilitationsmedizinischen Alltag oft nicht untersucht 
wurde. Eine gute Modellierung des zu untersuchenden Zusam-
menhanges kann n ä mlich nicht immer auf weitere Patienten 
 ü bertragen werden. Deshalb ist es notwendig, Untersuchungen 
in Bezug auf diese  Ü bertragbarkeit anzustellen. Die  Ü berpr ü fung 
des Modellverhaltens in neuen Datensituationen wird als Mo-
dellvalidierung bezeichnet. 
 Der Begriff Validierung stammt urspr ü nglich aus dem Bereich 
der Qualit ä tssicherung. Laut Defi nition gem ä  ß  FDA (Food and 
Drug Administration, Zulassungsbeh ö rde f ü r Arzneimittel in 
den USA) bezeichnet der Begriff Validierung die  „ T ä tigkeit, die 
sich mit den Teilprozessen des Testens und der Freigabeent-
scheidung befasst “  ( [3] , S. 17). Danach ist f ü r die Modellvalidie-
rung zu zeigen, dass das entwickelte Regressionsmodell die not-
wendigen Eigenschaften besitzt (Test) und dass diese Eigen-
schaften auch f ü r den Einsatz in der Praxis gut genug sind (Frei-
gabe). 
 Altman und Royston beschreiben in dem mit  „ What do we mean 
by validating a prognostic model? “   ü berschriebenen Artikel  [4] , 
was bei einer Validierung des Modells untersucht werden sollte: 
Modellstruktur, Design der Studie und  „ Transportabilit ä t “  des 
Modells. Au ß erdem legen sie folgende Stufen der Validierung 
fest: intern und extern (unabh ä ngige Evaluation). Folgende Fra-
gen werden von ihnen gestellt:   
  §    Sind dieselben Variablen nach Validierung wichtig? 
  §    Ist die funktionale Form des Modells korrekt? 
  §    Sind die gesch ä tzten Regressionskoeffi zienten vergleichbar? 
  §    Wie gut ist die Modell-G ü te f ü r die neuen Daten?   
 Harrell  [5]  beschreibt den Sinn einer Modellvalidierung folgen-
derma ß en:  „ Model validation is done to ascertain whether pre-
dicted values from the model are likely to accurately predict res-
ponses on future subjects or subjects not used to develop our 
model “  (S. 90). 
 Wesentlicher Aspekt der Modellvalidierung ist also die Untersu-
chung des Vorhersagefehlers, der durch eine zu optimistische 
Sch ä tzung der Eigenschaften eines Modells in Bezug auf die Pro-
gnose erzeugt wird. Dieser Effekt entsteht, wenn der Datensatz 
zweifach genutzt wird, einmal zur Modellentwicklung und dann 
zur Beurteilung der Eigenschaften. Dieser systematische Fehler 
(Bias), von Efron und Tibshirani als Optimismus bezeichnet  [6] , 
wird im anschlie ß enden Kapitel genauer beschrieben. Danach 
wird eine  Ü bersicht  ü ber m ö gliche Validierungsmethoden gege-
ben. Ein Vergleich der Verfahren und ein Beispiel schlie ß en die 
Beschreibung ab. 
 Betont werden kann in diesem Zusammenhang aber nicht oft 
genug, dass es aufgrund dieses Optimismus bei der Sch ä tzung 
von klinik- oder rehabilitationsrelevanten Daten auf der Basis 
eines Regressionsmodells dringend notwendig ist, dieses Modell 
vor dem Einsatz an neuen Daten in der Praxis zu validieren. Die 
Therapie- und sonstigen Entscheidungen, die auf Basis eines 
Modells getroffen werden, k ö nnen f ü r Patienten weitreichende 
Folgen haben und sollten auf m ö glichst sicherer Grundlage er-
folgen.   

 Modellg ü te 
  &  
 Im folgenden Abschnitt  „ Defi nition der Modellg ü te “  wird zuerst 
der Begriff Modellg ü te eingef ü hrt, der eine zentrale Bedeutung 
f ü r die Validierung von Regressionsmodellen hat. Anschlie ß end 
wird im Abschnitt  „ Bias der Modellg ü te “  das Problem eines sys-
tematischen Fehlers (Bias) bei der Sch ä tzung der Modellg ü te 
beschrieben, der bei der nichtvalidierten Nutzung eines Regres-
sionsmodells f ü r die Vorhersage von Messwerten auftritt. Dieser 
Vorhersagefehler soll durch die anschlie ß end beschriebenen Va-
lidierungsmethoden erkannt und reduziert, im optimalen Fall 
korrigiert werden.  

 Defi nition der Modellg ü te 
 Die am h ä ufi gsten genutzten Regressionsmodelle sind die der 
linearen und der logistischen Regression, je nach Merkmalstyp 
der interessierenden Zielgr ö  ß e. 
 In der linearen Regression  [5]  wird eine stetige Zielgr ö  ß e model-
liert. In diesem Modell wird  ü blicherweise das lineare Bestimmt-
heitsma ß  r 2  als G ü tema ß  f ü r die Modellanpassung an die vorlie-
genden Daten genutzt. Dabei gibt r 2  an, wie viel der Variabilit ä t 
der Zielgr ö  ß e durch das Modell  –  sprich die darin enthaltenen 
Variablen  –  erkl ä rt wird. Dieses Ma ß  wird bestimmt, indem man 
die Daten der vorliegenden Beobachtungen in das Modell ein-
setzt und den so berechneten Modellwert mit dem vorliegenden 
beobachteten Messwert vergleicht. Je geringer diese Abst ä nde 
sind, desto besser passt das Modell zu den Daten und hat so eine 
entsprechende G ü te. 
 Die logistische Regression  [7]  wird eingesetzt, wenn die interes-
sierende Zielgr ö  ß e nur zwei Auspr ä gungen (z.   B. 0 / 1, ja / nein, 
geheilt / krank) besitzt und gepr ü ft werden soll, welche Einfl uss-
gr ö  ß en in Zusammenhang stehen mit einer solchen Zielgr ö  ß e. 
Dabei wird durch Einsetzen der Variablen der Beobachtungen 
die Wahrscheinlichkeit f ü r das interessierende Ereignis (Auspr ä -
gungen der Zielgr ö  ß e) modelliert. Dieser Modellwert wird in 
Bezug gesetzt zur beobachteten Zielgr ö  ß e, indem ein Grenzwert 
(Cutpoint) festgelegt wird, ab dem die Modell-Wahrscheinlich-
keit f ü r das Ereignis spricht, sonst eben nicht. Es resultiert da-
raus eine Vierfeldertafel, in der die so bestimmte Modell „ pro-
gnose “  mit der realen Beobachtung in Bezug gesetzt wird. Aus 
dieser Vierfeldertafel k ö nnen die aus der Diagnostik bekannten 
Ma ß e wie Sensitivit ä t und Spezifi t ä t als G ü tema ß e berechnet 
werden  [8] . Durch Ver ä nderung des Cutpoints erh ä lt man eine 
sogenannte ROC-Analyse (receiver operating characteristics), 
aus der die Fl ä che unter der ROC-Kurve (area under the curve  –  
AUC) als globales Anpassungs(G ü te-)ma ß  unabh ä ngig vom ge-
w ä hlten Cutpoint bestimmt wird  [9] .   

 Bias der Modellg ü te (Optimismus) 
 Diese G ü tema ß e k ö nnen nun, wie gerade beschrieben, f ü r das 
jeweilige Regressionsmodell anhand der Daten bestimmt wer-
den. Das Problem bei der Nutzung von solch zusammenfas-
senden Kennzahlen der Regressionsanalyse (z.   B. r 2  und AUC) als 
Ma ß  f ü r die Performanz eines Modells (Modellg ü te) ist, dass das 
Modell beim vorhandenen Datensatz immer eine bessere G ü te 
hat als bei neuen Daten. 
 Dies liegt an dem folgenden Zirkelschluss: Zuerst werden mit 
den  ü blichen Sch ä tzmethoden (Kleinste-Quadrate-Sch ä tzung, 
Maximum-Likelihood-Sch ä tzung) die Regressionskoeffi zienten 
optimal f ü r den vorliegenden Datensatz bestimmt. Anschlie-
 ß end wird mit dem f ü r den vorliegenden Datensatz optimierten 
Modell die G ü te anhand derselben Daten gesch ä tzt. Somit ist 
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 diese G ü tesch ä tzung  [5]  sicher zu optimistisch und kann als 
obere Schranke f ü r die eigentliche, zugrunde liegende  –  aber un-
bekannte  –  G ü te angesehen werden. 
 In der Literatur wird dieser Fehler als Vorhersagefehler oder 
 „ wahrer Fehler “  (prediction error) in den zuk ü nftigen Stichpro-
ben bezeichnet. Der Fehler, den man bei Nutzung der vorlie-
genden Stichprobe, der sog. Lernstichprobe, bei der G ü te-
sch ä tzung durch das ermittelte Regressionsmodell erh ä lt, wird 
als  „ scheinbarer Fehler “  (apparent error) bezeichnet  [6] . Bei 
Nutzung einer Vorhersageregel (hier: Regressionsmodell) an-
hand der Daten des vorliegenden Originaldatensatzes ist die 
Sch ä tzung des wahren Fehlers durch den scheinbaren Fehler 
meist verzerrt in Richtung zu guter Modellwerte.    

  Ü bersicht  ü ber die Validierungsverfahren 
  &  
 Es gibt verschiedene Validierungsverfahren. In der Praxis wird 
nach Bestimmung der Modellg ü te auf Basis des vorhandenen 
Datensatzes in der Regel allerdings nur eines der Validierungs-
verfahren benutzt. Es gibt in Bezug auf die Nutzung der Verfah-
ren verschiedene  „ Schulen “ , die jeweils auf bestimmte Validie-
rungsverfahren Wert legen. Um diese Entscheidung nicht vorzu-
geben, werden hier die wesentlichen in der Literatur beschrie-
benen und genutzten Verfahren vorgestellt.    �  �      Tab. 1   gibt einen 
 Ü berblick  ü ber die vorzustellenden Verfahren und deren Eintei-
lung als interne oder externe Validierungsmethode. 
 Die externe Validierung ist die weitestgehende Validierung. Da-
bei wird das entwickelte Regressionsmodell auf einen zweiten, 
unabh ä ngigen Datensatz angewendet und die dann erreichte 
G ü te zur Beurteilung des Modells genutzt. Die internen Validie-
rungsverfahren beruhen auf dem Originaldatensatz, der auch 
f ü r die Modellentwicklung zur Verf ü gung stand. Dabei werden 
verschiedene statistische Vorgehensweisen genutzt, um den sy-
stematischen Fehler in der G ü tesch ä tzung zu bestimmen, um 
diesen ggf. korrigieren zu k ö nnen. Beim  Data-Splitting  wird der 
Originaldatensatz mit einem Zufallsverfahren in mehrere Da-
tens ä tze (meist zwei) aufgeteilt. Einer dient der Modellentwick-
lung und der andere wird dann f ü r eine  „ externe “  Validierung 
genutzt.  Kreuzvalidierung   1   und  Bootstrap-Validierung  beruhen 
auf rechenintensiven Resamplingverfahren  [10] . Dabei werden 
durch Stichprobenziehungen mit und ohne Zur ü cklegen  „ neue “  
Datens ä tze erzeugt, die zur Validierung herangezogen werden. 
Shrinkage-Faktoren ber ü cksichtigen die Sch ä tzungsgenauigkeit 
des Regressionsmodells durch eine Korrektur der Regressions-
koeffi zienten. Auch dadurch wird versucht, den Optimismus bei 

der Sch ä tzung der Modellg ü te zu korrigieren. Dabei bleibt die 
Modellstruktur unangetastet. 
 In den n ä chsten Abschnitten werden die einzelnen Vorgehens-
weisen kurz charakterisiert. Es werden das allgemeine Vorge-
hen, Vor- und Nachteile sowie Spezifi ka der Verfahren soweit 
pr ä sentiert, dass eine Entscheidung f ü r das eine oder andere 
Verfahren getroffen werden kann. F ü r eine detaillierte Beschrei-
bung der Verfahren muss auf die jeweils angegebene Literatur 
verwiesen werden.  

 Externe Validierung 
 Wie im vorigen Abschnitt beschrieben, ist bei der externen Vali-
dierung eines Regressionsmodells die Anwendung eines zwei-
ten, unabh ä ngigen Datensatzes gefordert. Dadurch erh ä lt man 
eine Absch ä tzung des Fehlers, der durch die Nutzung des Origi-
naldatensatzes f ü r Modellentwicklung und Modellg ü tebestim-
mung eingetreten ist. Altman und Royston  [4]  unterscheiden in 
ihrem grundlegenden Artikel zwischen einer Validierung an 
einem zweiten Datensatz aus derselben Quelle wie der Original-
datensatz und zwischen der Validierung an einem Datensatz aus 
v ö llig anderer Quelle. Sie schreiben dazu, dass die Generalisier-
barkeit und die  Ü bertragbarkeit der Ergebnisse eigentlich nur 
mit der zweiten Variante gepr ü ft werden kann. Die externe Vali-
dierung ist genau die Validierung, die zur untersuchten Frage-
stellung f ü hrt: Wie gut ist ein Modell bei Anwendung auf neue 
Daten? 
 Dementsprechend ist dieses Vorgehen, wann immer m ö glich, 
allen anderen Validierungsmethoden vorzuziehen. Man unter-
sucht bei der Durchf ü hrung einer externen Validierung die 
 Ü bertragbarkeit der Ergebnisse auf andere Datens ä tze (z.   B. aus 
anderen Kliniken), die nicht immer gegeben sein muss. Ein gutes 
Beispiel f ü r eine externe Validierung liefert der Artikel von Wag-
ner et al.  [11] , in dem der APACHE-Score aus der Notfallmedizin 
validiert wurde. 
 Der Hauptnachteil der externen Validierung ist die Notwendig-
keit, einen zweiten, strukturgleichen Datensatz zur Verf ü gung 
zu haben. Sehr oft wird schon aus Kosten- und Aufwandsgr ü nden 
dieser zweite Datensatz nicht zu erhalten sein. Anders als im 
sp ä teren Anwendungsfall der Modellierung einer klinischen 
Prognose muss hier in der Studiensituation die Zielgr ö  ß e bereits 
bekannt sein, um die Modellg ü te anhand dieses zweiten Daten-
satzes bestimmen zu k ö nnen.   

 Data-Splitting 
 Durch die zuf ä llige Aufteilung eines vorliegenden Datensatzes in 
zwei Teildatens ä tze kann eine Validierung erm ö glicht werden. 
Diese ist, da die Daten aus einer Quelle stammen, eigentlich als 
internes Validierungsverfahren zu werten. Da durch diese Vor-
gehensweise aber zwei unabh ä ngige Datens ä tze erzeugt wer-
den, kann die Validierung auch als (quasi-)extern angesehen 
werden. Ein Teildatensatz wird dann f ü r die bisher beschriebene 
Modellentwicklung inklusive Reklassifi kation und Bestimmung 
der Modellg ü te genutzt, der zweite Teildatensatz steht f ü r eine 
 „ externe “  Validierung (allerdings anhand von Daten aus dersel-
ben Quelle) zur Verf ü gung. Die Aufteilung wird mit einem Zu-
fallsmechanismus gesteuert, der den Originaldatensatz auf der 
Basis eines vorgegebenen Prozentsatzes teilt. G ä ngige Prozent-
s ä tze f ü r den Anteil des Trainingsdatensatzes sind 50    % , 66    %  
oder 70    % . Der jeweilige Restdatensatz bildet dann den Testda-
tensatz. 
 Die Vorteile des Data-Splitting sind erstens, dass der Testdaten-
satz dieselbe Struktur wie der Trainingsdatensatz hat, und zwei-

  Tab. 1        Ü bersicht  ü ber die Einteilung der gebr ä uchlichsten Validierungsver-
fahren in interne und externe Validierungsverfahren 

 Validierungsverfahren  intern / extern 

 externe Validierung  extern 
 Data-Splitting  intern ( „ extern “ ) 
 Kreuzvalidierung  intern 
 Bootstrap-Validierung  intern 
 Shrinkage  intern 

   1       In diesem Artikel wird der Begriff Kreuzvalidierung als spezielle Methode 
f ü r die interne Validierung (s. Abschnitt  „ Kreuzvalidierung “  weiter unten) 
verwendet. Dieser Begriff wird in vielen Anwendungen aber auch allge-
mein f ü r die  Ü berpr ü fung eines Modells an neuen Daten verwendet, unab-
h ä ngig von der konkreten Validierungsmethode.   
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tens, dass der Testdatensatz aus derselben Grundgesamtheit wie 
der Modellierungsdatensatz stammt, da er durch eine Zufalls-
stichprobenziehung aus dem Originaldatensatz gewonnen wur-
de. Somit kann eine Validierung problemlos erfolgen. Leider 
 ü berwiegen bei der Anwendung dieses Validierungsverfahrens 
die Nachteile. Unter anderem beschreiben Harrell  [5] , Altman 
und Royston  [4]  sowie Efron und Tibshirani  [6]  das Data-Split-
ting zur Modellvalidierung genauer und formulieren folgende 
Probleme:   
  §    Data-Splitting reduziert die Fallzahl in den Datens ä tzen (so-

wohl im Trainings- als auch im Testdatensatz). Damit geht die 
bessere Sch ä tzung der Modellg ü te zu Lasten der Modellent-
wicklung (gr ö  ß ere Streuung der Regressionskoeffi zienten bis 
hin zur Unm ö glichkeit einer Modellierung). 

  §    Die Sch ä tzer der G ü te (z.   B. r 2  oder AUC) werden ungenauer. 
  §    Das Ergebnis h ä ngt von der konkreten Zufallsstichprobe ab. 
  §    Mit der Methode des Data-Splitting kann nicht ein endg ü l-

tiges Modell auf Basis aller Daten validiert werden, sondern 
nur dasjenige, welches auf einem Teildatensatz entwickelt 
wurde. 

  §    Data-Splitting erfordert, dass die Aufteilung vor Beginn der 
gesamten Analyse vorgenommen wird.     

 Kreuzvalidierung 
 Die Kreuzvalidierung (engl.: cross-validation) ist eine Erweite-
rung / Verallgemeinerung des Data-Splitting, um dessen Nachteil 
der Fallzahlreduzierung zu umgehen. Dabei wird der Datensatz 
mehrfach in K Gruppen unterteilt und die Auswertungen (Mo-
dellentwicklung und -validierung) werden jeweils in diesen Un-
tergruppen durchgef ü hrt  [5] . 
 Die Durchf ü hrung der sog.  „ K-fold cross-validation “  basiert auf 
einer Stichprobenziehung ohne Zur ü cklegen  [10] : Dabei wird 
der Datensatz mit einem Zufallsverfahren in K Untergruppen 
aufgeteilt. Eine dieser Untergruppen wird anschlie ß end aus dem 
Datensatz herausgenommen und fungiert als Testdatensatz. Der 
Datensatz der restlichen K-1 Untergruppen ist dabei der Trai-
ningsdatensatz, an dem die Regressionskoeffi zienten des Mo-
dells bestimmt werden. Dieses Modell wird auf den Testdaten-
satz angewendet, und es wird jeweils die G ü te des Modells be-
stimmt. Dieses Vorgehen wird f ü r alle K Gruppen durchgef ü hrt, 
so dass anschlie ß end jeweils K Kenngr ö  ß en vorliegen, die durch 
Mittelwertbildung zusammengefasst werden und die kreuzvali-
dierten G ü tekenngr ö  ß en darstellen. 
 Diese Auswertung h ä ngt jedoch von der konkreten Zufallszie-
hung in die K Untergruppen ab. Um diese Abh ä ngigkeit zu ver-
ringern, wird die gesamte Auswertung mit jeweils anderer Zu-
fallsziehung X-mal wiederholt. Typische Werte f ü r X bei der 
Kreuzvalidierung sind 20 – 50 Wiederholungen  [5] . Die Zusam-
menfassung  ü ber die X    ·    K Auswertungen ergibt dann den kreuz-
validierten Sch ä tzer f ü r die G ü te. 
 F ü r die Auswahl der Anzahl der Untergruppen (K) geben Davi-
son und Hinkley  [12]  die Hilfsformel an, dass die Anzahl der 
Gruppen entweder 10 nicht  ü bersteigen sollte, um nicht zu viele 
Modelle rechnen zu m ü ssen, oder    (n    =    Fallzahl), um eine gewisse 
Anzahl Beobachtungen in den Untergruppen zu garantieren, 
und empfehlen den kleineren der beiden Werte zu nutzen. 
 Davison und Hinkley geben noch eine adjustierte Variante f ü r 
den kreuzvalidierten Sch ä tzer an ( [12] , S. 295). Der adjustierte 
Sch ä tzer hat einen kleineren Bias und ist nur mit geringf ü gig h ö -
herem Aufwand zu berechnen. Eine extreme Form der Kreuzva-
lidierung wird als  „ Jackknife “  oder auch  „ leaving-one-out “  be-
zeichnet. Beim Jackknife-Vorgehen wird K    =    n gesetzt, d.   h., dass 

jede Beobachtung im Datensatz eine Untergruppe bildet. Es wird 
also jeweils eine Beobachtung eliminiert, mit den restlichen die 
Modellierung durchgef ü hrt und auf Basis dieses Modells und 
der Messwerte dieser Beobachtung die Prognose gesch ä tzt. So 
erh ä lt man f ü r jede Beobachtung eine Prognose und den beob-
achteten Wert und kann so die Prognoseg ü te bestimmen. Bei 
der Wahl von K    =    n beim Jackknife ist die Gefahr eines relevanten 
Bias in der Sch ä tzung der Modellg ü te aber recht gro ß , so dass 
eine Validierung mit dem Jackknife-Sch ä tzer nicht allgemein 
empfohlen werden kann. 
 Folgende Probleme werden in der Literatur (z.   B. Harrell  [5] , 
S. 93 – 94) bei der Nutzung der Kreuzvalidierung genannt:   
  §    Wie beim Data-Splitting werden die Modellsch ä tzungen 

nicht auf der vollen Information der n Beobachtungen durch-
gef ü hrt. Der Effekt ist nicht gro ß , aber offensichtlich. Dadurch 
wird vom Grundsatz her nicht unbedingt das Modell, welches 
auf der Basis von n Beobachtungen entwickelt wurde, vali-
diert. 

  §    Die Auswertung h ä ngt von der Wahl von K ab, so dass eine 
gewisse Subjektivit ä t in die Ergebnisse gelangen kann. 

  §    Die Anzahl notwendiger Wiederholungen (>20) f ü hrt zu sehr 
vielen Modellsch ä tzungen.   

 Als allgemeine Hintergrundliteratur zur Sch ä tzung der Vorher-
sagefehler durch Kreuzvalidierung sind das Kapitel 17 der Mo-
nografi e von Efron und Tibshirani  [6]  und das Kapitel 5.2 des 
Buches von Harrell  [5]  zu empfehlen.   

 Bootstrap-Validierung 
 Der Begriff Bootstrap leitet sich von der Redewendung  „ to pull 
oneself up by one ‘ s bootstrap “  (sich selbst an den eigenen Stie-
felschlaufen hochziehen) ab und spielt auf die  „ Abenteuer des 
Barons von M ü nchhausen “  von Rudolf Erich Raspe an. Hinter der 
Idee des Bootstraps verbirgt sich ein Ziehen mit Zur ü cklegen: 
Aus einem Datensatz wird durch zuf ä lliges Ziehen mit Zur ü ck-
legen ein neuer Datensatz gleicher Fallzahl gezogen  [6,   10,   12] . 
Dabei wird jeweils eine Beobachtung gezogen und dem neuen 
Datensatz zugef ü gt, ohne im Ausgangsdatensatz gel ö scht zu 
werden. Beim n ä chsten Zug kann zuf ä llig dieselbe Beobachtung 
noch einmal gezogen werden. Es werden so viele Ziehungen 
durchgef ü hrt, wie Beobachtungen im Ausgangsdatensatz sind. 
Dieser so erzeugte  „ neue “  Datensatz wird als Bootstrap-Sample 
bezeichnet. Dadurch erh ä lt man einen dem Ausgangsdatensatz 
 ä hnlichen Datensatz mit gleichen statistischen Eigenschaften, in 
dem die Beobachtungen des Ausgangsdatensatzes keinmal, ein-
mal oder mehrmals vorkommen k ö nnen. Die Idee ist nun, dass 
durch mehrfache Erzeugung solcher Bootstrap-Samples und 
Wiederholung der Auswertungen viele G ü tema ß e erzeugt wer-
den und man die Verteilung dieser Ma ß e untersuchen kann. Un-
ter anderem lassen sich durch Mittelwertbildung ein Sch ä tzwert 
f ü r den wahren, aber unbekannten Wert erzeugen und auch 
Konfi denzintervalle daf ü r berechnen. 
 F ü r die Modellvalidierung auf Grundlage einer Regression be-
deutet dies nun, anhand vieler Bootstrap-Samples die Modell-
g ü ten zu bestimmen und daraus den validierten Sch ä tzer zu er-
mitteln. Efron und Tibshirani empfehlen mindestens 50 – 200 
Bootstrap-Samples zur Sch ä tzung des Standardfehlers und min-
destens 1 000 Bootstrap-Samples zur Sch ä tzung von Konfi denz-
intervallen. 
 Mit dem Bootstrap-Vorgehen wurde von Efron und Tibshirani 
 [6]  ein Vorgehen beschrieben, bei dem keine Beobachtungen zur 
Sch ä tzung zur ü ckgehalten werden m ü ssen, wie das beim Data-
Splitting oder bei der Kreuzvalidierung notwendig ist. Dabei 
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wird meist vom intuitiven Ansatz des  „ simple bootstrap “  ausge-
gangen, bei dem in jedem Bootstrap-Sample die Regressionsko-
effi zienten neu gesch ä tzt werden und dieses so erzeugte Modell 
auf den Originaldatensatz zur Sch ä tzung der G ü te angewendet 
wird. Durch eine Mittelung dieser meist mehrere hundert 
Sch ä tzer ergibt sich dann der Simple-Bootstrap-Sch ä tzer nach 
Modellvalidierung. 
 Efron und Tibshirani zeigen, dass eine etwas komplexere Varian-
te, der  „ enhanced bootstrap “ -Sch ä tzer, bessere Eigenschaften 
bez ü glich des Bias hat. Bei dieser Variante wird der Sch ä tzer 
nicht direkt durch Mittelwertbildung der Bootstrap-Ergebnisse 
bestimmt. Vielmehr sch ä tzt man hierbei den Optimismus, den 
Sch ä tzer f ü r den gesuchten Bias. Nach Sch ä tzung des Optimis-
mus kann anschlie ß end durch Subtraktion von der G ü te des Ori-
ginalmodells der Enhanced-Bootstrap-Sch ä tzer ermittelt wer-
den. Das allgemeine Vorgehen zur Durchf ü hrung des Enhanced 
Bootstrap kann folgenderma ß en zusammengefasst werden:   
 1. Berechne die Modellg ü te am Originaldatensatz, 
 2. erzeuge X Bootstrap-Samples durch Ziehen mit Zur ü cklegen 

aus dem Originaldatensatz, 
 3. passe in jedem Bootstrap-Sample das Modell neu an (Neube-

rechnung der Regressionskoeffi zienten, sogenanntes Boot-
strap-Modell), 

 4. wende jedes Bootstrap-Modell auf den Originaldatensatz an 
und berechne jeweils die Modellg ü te, der Mittelwert  ü ber 
diese X G ü tema ß e ergibt den  Simple-Bootstrap-Sch ä tzer.  

 5. Wende jedes Bootstrap-Modell auch auf das jeweilige Boot-
strap-Sample an und berechne jeweils die Modellg ü te. 

 6. Der Optimismus wird dann gesch ä tzt als der Mittelwert der 
Differenzen der beiden G ü tekriterien eines jeden Bootstrap-
Modells bei Anwendung auf den Originaldatensatz und auf 
das Bootstrap-Sample. 

 7. Der  Enhanced-Bootstrap -Sch ä tzer ist dann die G ü te des Mo-
dells am Originaldatensatz nach Reklassifi kation (siehe 1.), 
reduziert um den Optimismus (siehe 6.).   

 Die Vor- und Nachteile des Bootstraps k ö nnen folgenderma ß en 
zusammengefasst werden:   
  §    Der Hauptvorteil dieses Verfahrens gegen ü ber den anderen 

Validierungsverfahren liegt an der relativ stabilen und vari-
anzarmen Sch ä tzung der Modellparameter  [5] . 

  §    Beim Bootstrap wird die Validierung auf dem gesamten Da-
tensatz (n Beobachtungen) durchgef ü hrt. Es m ü ssen nicht 
wie beim Data-Splitting und bei der Kreuzvalidierung Beob-
achtungen bei der Wiederholung der Modellanpassung he-
rausgenommen werden. 

  §    Bootstrap kann auf jede beliebige einfache oder komplizierte 
Statistik angewendet werden. 

  §    Es m ü ssen keine Verteilungsannahmen gemacht werden, da 
die Kenngr ö  ß en aus der empirischen Verteilung gesch ä tzt 
werden. 

  §    Die Auswertung muss automatisierbar sein, da sie hundert-
fach ablaufen soll. 

  §    Die G ü te der Bootstrap-Sch ä tzer h ä ngt von der Datenqualit ä t 
der zugrunde liegenden Stichprobe ab. 

  §    Bei ausrei ß erempfi ndlichen Statistiken kann das Ergebnis 
verf ä lscht werden, wenn einige Ausrei ß er im Originaldaten-
satz vorhanden sind. 

  §    Ein Kritikpunkt ist die unter Umst ä nden hohe Rechenzeit bei 
gro ß en Datens ä tzen.   

 Als  Ü bersichtsarbeiten zur Bootstrap-Validierung eignen sich 
die Lehrb ü cher von Efron und Tibshirani  [6]  und Davison und 
Hinkley  [12] , in denen neben der allgemeinen Herleitung des 

Vorgehens beim Bootstrap auch die Anwendung auf den Vorher-
sagefehler in Regressionsmodellen enthalten ist.   

 Shrinkage-Faktoren 
 Seit langem sind Verfahren bekannt, Sch ä tzwerte f ü r Parameter 
in linearen Modellen, die nach der Methode der kleinsten Qua-
drate bzw. nach der Maximum-Likelihood-Methode gewonnen 
wurden, mit einem Faktor c (0    <    c    ≤    1), dem sog. Shrinkage-Fak-
tor, zu multiplizieren und in diesem Sinne zu verk ü rzen, um 
eine  „ bessere “  Anpassung zu erreichen  [13] . Dadurch wird die 
Erwartungstreue der Sch ä tzer im Allgemeinen nicht mehr ge-
w ä hrleistet sein, der Mean-Square-Error kann jedoch verringert 
werden. 
 Van Houwelingen und Le Cessie geben in ihrer  Ü bersichtsarbeit 
zur Shrinkage-Methode  [13]  allgemeine Sch ä tzm ö glichkeiten 
f ü r Shrinkage-Faktoren im linearen, logistischen und Cox-Mo-
dell an. Die Idee ist die Kalibrierung (Korrektur) der Regressions-
koeffi zienten, um den Optimismus im Modell zu korrigieren. 
Damit bekommt man am Ende ein korrigiertes Modell, das in-
tern validierte Kenngr ö  ß en liefert. 
 Van Houwelingen und Le Cessie beschreiben einen relativ ein-
fachen, aus der Regression nach Maximum-Likelihood-Sch ä t-
zung zu berechnenden heuristischen Shrinkage-Faktor c, da die 
zur Berechnung ben ö tigten Werte direkt aus den meisten Stati-
stiksoftware-Paketen zu erhalten sind und der heuristische 
Shrinkage-Faktor somit ohne gro ß en Aufwand gesch ä tzt werden 
kann. Die Eigenschaften von c k ö nnen folgenderma ß en be-
schrieben werden: Im Allgemeinen ist c    <    1. Wenn c nahe bei 0 
liegt, hat der Regressionskoeffi zient keinen Einfl uss auf die Ziel-
gr ö  ß e, wenn er nahe 1 ist, gibt es kaum Korrektur und somit nur 
wenig Optimismus. 
 Sauerbrei  [14]  beschreibt zu Recht, dass ein globaler Faktor zur 
Kalibrierung aller Regressionskoeffi zienten sicher nicht optimal 
sein kann. Er hat deshalb in seiner Arbeit einen Vorschlag vorge-
legt, wie man jeweils einen speziellen Korrekturfaktor f ü r jeden 
Koeffi zienten erhalten kann. Dabei nutzt er nicht die auf Basis 
der Modelle gesch ä tzten Werte, sondern die entsprechenden 
Modellanteile mit den jeweiligen Regressionskoeffi zienten. Al-
lerdings ist es bei diesem Ansatz m ö glich, f ü r einzelne Regres-
sionskoeffi zienten Shrinkage-Faktoren     <    0 oder >1 zu erhalten. 
Sauerbrei empfi ehlt, negative Faktoren auf 0 zu setzen. Faktoren 
>1 sollen wie berechnet angewendet werden, da es bei diesem 
Ansatz vorkommen kann, dass der Einfl uss eines einzelnen Fak-
tors nicht  ü ber-, sondern untersch ä tzt ist.    

 Vergleich der internen Validierungsverfahren 
  &  
 Es gibt in der Literatur einige wenige Untersuchungen zum Ver-
halten der internen Validierungsverfahren in Regressionsmo-
dellen, die hier zusammenfassend dargestellt werden sollen. 
 Steyerberg et al. ( [15] , S. 780) untersuchen das Verhalten ver-
schiedener interner Validierungsmethoden bei Anwendung der 
logistischen Regression. In einer Simulationsstudie werden da-
bei das Data-Splitting, K-fold-Kreuzvalidierung und Enhanced 
Bootstrap in Abh ä ngigkeit von der Fallzahl verglichen. Die Auto-
ren kommen in der Zusammenfassung zu dem Schluss:  „ Opti-
mal estimates of internal validity of logistic regression models 
constructed in smaller samples  …  are generally obtained with 
the regular variant of bootstrapping “  (mit  „ regular “  ist hier die 
Enhanced-Bootstrap-Variante gemeint). 
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 Harrell betont ( [5] , S. 96), dass die Bootstrap-Sch ä tzer eher zu 
Gunsten des Modells verzerrt sein k ö nnen. Die Kreuzvalidierung 
ist weniger verzerrt als der Bootstrap, hat aber  ü blicherweise 
eine gr ö  ß ere Varianz der Sch ä tzer und ist demnach wesentlich 
ungenauer. Dies bedeutet, dass die Kreuzvalidierung bei Wie-
derholung des gesamten Modellierungsprozesses andere Ergeb-
nisse liefern kann. 
 Harrell vergleicht in einer weiteren Untersuchung  [16]  einige Va-
lidierungsmethoden. Die Simulationen wurden mit einer Fallzahl 
von n    =    200 bei einer Variablenzahl von 15 bzw. 30 durchgef ü hrt. 
Hier kommt er zu dem Schluss, dass die Bootstrap-Validierung 
mindestens gleich gut oder besser als die Kreuzvalidierung ist. 
 Davison und Hinkley ( [12] , S. 362) fassen zusammen:  „ It seems 
likely, in the light of the preceding example, that the bootstrap 
approach would be preferable. “  
 Sauerbrei  [14]  zeigt, dass der hier erstmals vorgestellte Parame-
terwise-Shrinkage-Ansatz Vorteile gegen ü ber dem heuristischen 
Shrinkage bietet. Au ß erdem wird eine Parallele zwischen Jack-
knife-Sch ä tzer und heuristischem Shrinkage dargestellt. Einige 
Simulationsergebnisse zum Verhalten gegen ü ber dem Bias favo-
risieren den Bootstrap-Ansatz. 
 Zusammenfassend kann man festhalten, dass f ü r den Einsatz bei 
der Modellvalidierung von Regressionsmodellen in den meisten 
F ä llen der Enhanced-Bootstrap-Sch ä tzer als geeigneter Sch ä tzer 
f ü r die G ü te angesehen wird. Aufgrund der methodischen Pro-
bleme sind das Data-Splitting, der Jackknife-Sch ä tzer und die 
globalen Shrinkage-Faktoren f ü r den allgemeinen Gebrauch 
wohl nicht zu empfehlen.   

 Anwendungsbeispiel aus der Rehabilitations-
forschung 
  &  
 Zur Beurteilung der Effektivit ä t von Rehabilitationsma ß nahmen 
spielt vor allem das Behandlungsergebnis eine wichtige Rolle. 
Ein wesentlicher Outcome ist dabei langfristig der Erhalt der Er-
werbsf ä higkeit. F ü r eine effektive Rehabilitation ist es deshalb 
wichtig, jene Patienten m ö glichst fr ü h zu erkennen, denen aller 
Wahrscheinlichkeit nach eine sp ä tere Erwerbsunf ä higkeit droht, 
um z.   B. unterst ü tzende Ma ß nahmen bereits w ä hrend der Reha-
bilitationsma ß nahme oder in einer entsprechenden Nachsorge 
durchf ü hren zu k ö nnen. Als Beispiel in dieser Arbeit dient die im 
Rehabilitationswissenschaftlichen Verbund Ulm durchgef ü hrte 
Untersuchung, wie gut mit einem Prognosemodell mittelfristig 
(1 – 2 Jahre) nach einer station ä ren Rehabilitationsma ß nahme 
eine Erwerbsunf ä higkeit prognostiziert werden kann  [7,   17] . Bei 
Patienten mit hoher Wahrscheinlichkeit einer drohenden Er-
werbsunf ä higkeit k ö nnten also konsequentere Ma ß nahmen ge-
troffen werden, die dies verhindern k ö nnten. 

 Die statistische Auswertung schloss 841 behandelte Patienten 
ein, die ein station ä res Heilverfahren durchf ü hrten. Spezielle 
Ausschlusskriterien gab es nicht, um ein m ö glichst repr ä sen-
tatives Kollektiv zu erhalten. Insgesamt wurden 131 (15,6    % ) 
Erwerbsunf ä higkeitsrentner und 710 (84,4    % ) Erwerbst ä tige 
beobachtet. Die Auswertung wurde f ü r die Zielgr ö  ß e Erwerbs-
unf ä higkeitsrente ja    =    1, nein    =    0 mit dem logistischen Regres-
sionsmodell ausgewertet und beispielhaft in Muche  [7]  und 
Muche  et al.  [18]  ausf ü hrlich beschrieben. 
 In diesem Modell zeigen die Variablen Alter, Arbeitsunf ä higkeit 
und Leistungsf ä higkeit des Patienten den gr ö  ß ten prognos-
tischen Effekt auf die Erwerbsunf ä higkeitsrente. Weitere sieben 
Routinevariable konnten als grenzwertig einfl ussreich identifi -
ziert werden. Eine ROC-Analyse der prognostischen Wertigkeit 
des Modells wurde anschlie ß end durchgef ü hrt, um zu untersu-
chen, wie gut sich die Zielgr ö  ß e aus dem Modell vorhersagen 
l ä sst. Daf ü r werden die  ü blichen Kenngr ö  ß en f ü r Prognosen 
(Sensitivit ä t, Spezifi t ä t, pr ä diktive Werte und die Area under the 
Curve [AUC] als globales Prognosema ß ) bestimmt, die gut nach-
vollziehbar in Faller  [8]  in dieser Serie dargestellt werden sowie 
mit mehr Hintergrund in Pepe  [9]  nachzulesen sind. Deshalb 
wird in diesem Zusammenhang auch die Modellg ü te als Progno-
seg ü te bezeichnet. 
 Die Anwendung auf die vorliegenden Daten ergibt mit einem 
AUC-Wert von 0,88 eine sehr gute Prognoseg ü te f ü r dieses Mo-
dell (AUC >80    %  werden allgemein als sehr gut, AUC >90    %  als ex-
zellent eingestuft  [9] ). Auch die weiteren Prognoseg ü tema ß e 
sind mit einer Sensitivit ä t von 0,82 und einer Spezifi t ä t von 0,78 
relativ gut f ü r die Prognose einer Erwerbsunf ä higkeitsrente in 
der Situation, dass nur Routinevariablen f ü r diese Prognose ge-
nutzt werden. Dieses Modell wurde dann mit den hier beschrie-
benen Validierungsverfahren auf einen Optimismus in der Pro-
gnoseg ü te untersucht. Die resultierenden Ergebnisse werden 
hier zusammenfassend dargestellt (   �  �      Tab. 2  ). Dabei werden 
Sensitivit ä t, Spezifi t ä t und pr ä diktive Werte (positive predictive 
value [PPV], negative predictive value [NPV]) jeweils bei dem 
Cutpoint der stetigen Wahrscheinlichkeiten f ü r eine Erwerbsun-
f ä higkeit angegeben, bei der der Youden-Index als Summe von 
Sensitivit ä t und Spezifi t ä t (genauer: Sensitivit ä t     +     Spezifi t ä t  – 1) 
am gr ö  ß ten wird. Dieses Kriterium der Maximierung des You-
den-Index bedeutet, dass man ein gemeinsames Ma ß  der beiden 
Kenngr ö  ß en Sensitivit ä t und Spezifi t ä t benutzt und dass beide 
als gleichwertig betrachtet werden. Der Cutpoint ist hier ein 
Wert zwischen 0 und 1, an dem die Wahrscheinlichkeit f ü r ein 
Ereignis in Prognose f ü r Erwerbsunf ä higkeit (Wahrscheinlich-
keit gr ö  ß er als Cutpoint) und Prognose f ü r Erwerbsf ä higkeit 
(Wahrscheinlichkeit kleiner Cutpoint) aufgeteilt wird, um die 
Sensitivit ä t und Spezifi t ä t berechnen zu k ö nnen. F ü r die Angabe 
der pr ä diktiven Werte ist au ß erdem noch eine Pr ä valenz anzu-

 Kenngr ö  ß e  ohne 

Validierung 

 10-fold 

CV (50) 

 Jackknife  Enhanced 

Bootstrap 

 heuristischer 

Shrinkage 

 Parameterwise 

Shrinkage 

  Tab. 2       Ergebniszusammenfas-
sung der Modellvalidierung im 
Beispiel (aus [18]) 

 AUC  0,88  0,84  0,88  0,86  0,88  0,88 
 Sensitivit ä t *   0,82  0,89  0,81  0,77  0,84  0,80 
 Spezifi t ä t *   0,78  0,75  0,78  0,78  0,76  0,78 
 Youden-Index *   0,61  0,63  0,59  0,55  0,60  0,59 
 PPV *  *   0,40  0,41  0,40  0,36  0,38  0,40 
 NPV *  *   0,96  0,98  0,96  0,96  0,96  0,96 

        *  am Cutpoint mit maximalem Youden-Index,  *  *  und bei Nutzung der empirischen Pr ä valenz von 15    % , CV    =    Cross-Validation, AUC    =    Area under the Curve,

PPV    =    positiver pr ä diktiver Wert, NPV    =    negativer pr ä diktiver Wert   
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geben. Diese wurde hier mit der empirischen Pr ä valenz der Er-
werbsunf ä higkeiten (15    % ) angenommen. 
 Legt man nach den obigen Empfehlungen die Ergebnisse der En-
hanced-Bootstrap-Validierung f ü r ein endg ü ltiges Fazit zum 
vorliegenden Prognosemodell zugrunde, dann erkennt man nur 
relativ kleine Korrekturen der Prognosekenngr ö  ß en bez ü glich 
des Optimismus. Die AUC verringert sich um etwa 2 Prozent-
punkte gegen ü ber dem unvalidierten Ergebnis, bleibt mit einem 
Wert von etwa 86    %  f ü r Prognosen in einem akzeptablen Bereich. 
Bei den Cutpoint-abh ä ngigen Ma ß en werden die Sensitivit ä t 
(von 0,82 auf 0,77) und der positive pr ä diktive Wert (von 0,40 
auf 0,36) am meisten nach unten korrigiert, allerdings wird die 
Gesamtaussage zur Nutzung des Modells dadurch nicht in Frage 
gestellt. Das in dem Projekt aufgestellte logistische Regressions-
modell f ü r die Prognose einer Erwerbsunf ä higkeit nach statio-
n ä rer Rehabilitation zeigt somit wenig Tendenz, zu optimistisch 
zu sein. 
 Beim Vergleich der Validierungsverfahren zeigen sich die erwar-
teten Ergebnisse. Das Jackknife-Verfahren sowie der heuristische 
Shrinkage sind einander sehr  ä hnlich und korrigieren die Pro-
gnoseg ü tema ß e des Originalmodells kaum. Auch die Kreuzvali-
dierung ergibt sehr  ä hnliche Ergebnisse. Der Parameterwise 
Shrinkage ver ä ndert die Prognoseg ü te kaum. Die gr ö  ß ten Kor-
rekturen zeigen sich bei der Kreuzvalidierung und dem Enhan-
ced Bootstrap, wobei die Ergebnisse des Enhanced Bootstrap mit 
den zu erwartenden Ergebnissen konsistenter sind. So wird z.   B. 
bei der Kreuzvalidierung das zusammenfassende Ma ß  bei den 
Cutpoint-abh ä ngigen Ma ß en, der Youden-Index, gr ö  ß er ge-
sch ä tzt als vor der Validierung. Betrachtet man alle Ergebnisse 
der verschiedenen Validierungsverfahren und die Erkenntnisse 
aus den vergleichenden Untersuchungen im letzten Abschnitt, 
so kommt man zu dem Schluss, dem Ergebnis des Enhanced 
Bootstrap am meisten zu trauen, und man w ü rde diese Werte als 
Ergebnis der internen Validierung f ü r das Prognosemodell ange-
ben. 
 Insgesamt betrachtet kann man etwas Optimismus erkennen. 
Die f ü r die Prognose genutzten Routinevariablen zeigen ein Po-
tenzial von 77 – 78    %  Sensitivit ä t und Spezifi t ä t, m ö gliche Er-
werbsunf ä higkeitsrentner zu Beginn einer station ä ren Rehabili-
tationsma ß nahme zu erkennen. Die pr ä diktiven Werte (eher 
niedriger positiver pr ä diktiver Wert, sehr hoher negativer pr ä -
diktiver Wert) zeigen, dass das Prognosemodell eher als Aus-
schlusstest genutzt werden sollte, da die Prognose f ü r  „ keine 
Erwerbsunf ä higkeitsrente “  sehr genau gestellt werden kann. F ü r 
die  „ prognosepositiven “  Patienten sollten weitere Untersu-
chungen durchgef ü hrt bzw. weitere Informationen erhoben 
werden, um auch hier genauere Vorhersagen treffen zu k ö nnen.   

 Fazit 
  &  
 Zusammenfassend kann man folgende m ö gliche Konsequenzen 
einer Modellvalidierung angeben:   
  §    Im Falle, dass die G ü te des Modells schon vor einer Modellva-

lidierung f ü r einen Einsatz im Alltag zu gering ist, ist eine Va-
lidierung nicht notwendigerweise durchzuf ü hren. Durch die 
Validierung erfolgt haupts ä chlich eine Reduzierung der G ü te, 
und so fallen die dann korrigierten Ma ß e noch schlechter aus. 
Ein Modell, was sich von vornherein als nicht brauchbar he-
rausstellt, muss nicht bis ins Detail untersucht und validiert 
werden. 

  §    Will man jedoch das Modell in der Praxis einsetzen und an-
schlie ß end mit Hilfe der so gesch ä tzten Werte z.   B. Therapie-
entscheidungen treffen, sollte die Performanz des Modells f ü r 
neue Daten untersucht worden sein. Die Entscheidung f ü r die 
Brauchbarkeit in der Praxis sollte immer erst nach der Vali-
dierung getroffen werden. 

  §    Besonders wenn der Datensatz eine relativ kleine Fallzahl be-
sitzt oder die Streuung der Regressionskoeffi zienten relativ 
gro ß  ist, k ö nnen sich gro ß e Unterschiede ergeben.   

 In Bezug auf die Methodik kann man feststellen, dass f ü r den 
Einsatz bei der Modellierung in den meisten F ä llen der Enhan-
ced-Bootstrap-Sch ä tzer als geeigneter Sch ä tzer f ü r die G ü te 
nach Modellvalidierung angesehen wird. Aufgrund der metho-
dischen Probleme sind das Data-Splitting, der Jackknife-Sch ä tzer 
und die globalen Shrinkage-Faktoren wohl f ü r den allgemeinen 
Gebrauch nicht zu empfehlen. 
 Somit hat man mit den internen Validierungsmethoden Vorge-
hensweisen zur Hand, die eine Absch ä tzung des Vorhersagefeh-
lers ohne Vorliegen eines zweiten, unabh ä ngigen Datensatzes 
erm ö glichen. Aber alle zitierten Autoren, die sich mit Modellva-
lidierung besch ä ftigt haben, beschreiben, dass eine interne Vali-
dierung zwar ein probates Mittel zur Absch ä tzung des Optimis-
mus und zur Korrektur der Modellg ü te sein kann, dass jedoch 
das endg ü ltige Prognosemodell sp ä ter m ö glichst doch noch ex-
tern validiert werden sollte. Im externen Datensatz   
  §    gibt es u.   U. eine andere Inzidenz bzw. Pr ä valenz der Ziel-

gr ö  ß e, 
  §    k ö nnen die Effekte einiger Einfl ussgr ö  ß en anders sein (Kon-

sequenz: anderes Modell), 
  §    gibt es u.   U. eine etwas andere Patientenzusammensetzung 

(Ein- / Ausschlusskriterien), 
  §    k ö nnen die Ziel- und Einfl ussgr ö  ß en anders defi niert oder 

beobachtet worden sein.   
 In der Konsequenz zeigt in der Regel die interne Validierung im-
mer noch eine h ö here Modellg ü te als eine externe Validierung 
und l ä sst das Regressionsmodell zu schnell f ü r die Praxis als ge-
eignet erscheinen.   
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